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1. Motivace Q?Q\

Pf.: Pole prvkd, polovina znak ,a", polovina
,b", poradi neznamé, najdéte ,a".

Deterministicky: n/2 krokld v nejhorsim pripadé
(pokud napred vSechna ,b")

Randomizované: kontrola v nahodném poradi,
s velkou pravdépodobnosti najdeme ,,a" brzy
bez ohledu na typ vstupu (to je tzv. Las
Vegas algoritmus)




Motivace

= Randomizovany alg. mize byt jednodussi nez
deterministicky pri stejném nejhorSim pripadé jako
deterministicky (PF.: quicksort)

m Jednoduchou determin.heuristiku s ,,dobrymi
vysledky" miZze byt mozné prevést na algoritmus s
dobrym nejhorsim pfipadem dodanim nahodnosti
(pr.:median)

= Nékdy nahodnost mize fesit véci, kt.
deterministicky nelze (problémy resené orakulem)
nebo se zdaji nemozné

S

Motivace
‘®w

m Randomizace - vhodny nastroj pro vylepSovani
algoritmd, kt. maji Spatny nejhorsi pfipad a dobry
prdmérny pfipad; nejhorsi pripad zlistava, ale zavisi
na tom, zda mame Stésti :-) , ne na poradi
vstupnich dat




Motivace

Zvlasté uzitecné, pokud ,zlomysiny protivnik" se snazi
algoritmu podstrit ,Spatny" vstup ©

Nahodnost vSudypritomna v kryptografii —
pseudonahodna Cisla zde nelze, jsou predikovatelna,
vlastné tak vznikne deterministicky alg. (Zde nutny
bud’ zdroj skute¢né nahodnych Cisel nebo tzv.
kryptograficky bezpecny generator pseudonah.
Cisel)

Dalsi kriticka aplikace — kvantové vypocty k

BéZné aplikace — hry, simulace, numerika
(randomizovana aproximace)

2. Randomizované algoritmy X/
&

m DéEld nedeterministicka, nahodna rozhodnuti
— napr. uvazuje vstupni data v nahodném
poradi, vybira alternativu podle prahovani na
zakladé nahodného disla apod.

= V uréitém momentu déla nahodny vybér
— inkrementalni - nahodné poradi vkladani
— D&C - nahodny vybér vzorku

= Obvykle jednodussi implementace, Casto
v praxi rychlejsi
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Motivace

= Neni jasné, zda vzdy mozny prevod
vykonu

NP-Uplné problémy

prvocisel)

reSeni nez deterministicky

randomizovaného alg. na nerandomiz. bez zhorseni
= Neni znam zadny randomiz. polynomialini alg. pro
m Existuji problémy, kde znam ucinny randomiz. alg.,
ale neni znam ucinny deterministicky alg., a neni

znamo, zda jde o P nebo NP problém (napr. test

m => nékdy da velmi praktické a mnohem jednodussi
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Motivace

m V poslednich letech velmi popularni
m Nékdy naopak derandomizace

uplné problémy

m Nékdy v kombinaci s pribliz. feSenim pro NP-




% Randomizované algoritmy

a) Randomizované inkrementalni algoritmy

— Linearni programovani

— Konstrukce rliznych dat.struktur (napf.
stroml ), které nechceme vyvazovat a

nechceme zaviset na pripadném usporadani
vstup. dat

b) Rozdél a panuj
— Nahodné vzorkovani
— Nahodna volba pivotu pro délici krok D&C

9

Linearni programovani

Minimaliz. ¢ + 6X% + ... + GXy
s omezenimi byiXp v+ by gXy < bygyy
DXy v+ Dy oXg < By iy

bn X1 s + bn,dXd < bn,d+1

kde ¢, B;jsou redlna Cisla (vstup)

Omezeni - poloprostory v £9, dosaz. oblast - prlinik 7
poloprostord = konvexni polyhedron

Hledame bod v polyhedronu, kt. je extrémem ve sméru
specif. cenovou funkci

Pristup vhodny pro d malé, konst. (2,3)
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Linearni programovani

— solution

» Plvodni technika: Megiddo and Dyer; randomiz.
verze jednodussi a lepsi slozitost

m Pf. v 2D: transformovat na minimaliz. fce c(x1,x2) -
> x2, hleddme nejnizsi bod v dosaz. oblasti

m  Pridat X120, X220 (=>ohranicenost reseni)

Linearni programovani

Randomiz. inkrement. vkladani: vkladani polorovin po
jedne v nah. poradi, udrzuje se optimum ¥

Noveé vlozena polorovina /4., bud’ optimum nezméni nebo
extrém. vrchol odrfizne, novy extrém. vrchol v,
nalezneme urcovanim prlisecikd s vkladanou primkou -
vlastné 1D linear. programovani na pfimce, linear. ¢as

ho




Linearni programovani

m SloZitost na 1 polorovinu: Pr[ v, je prvkem
A]0(1) + Pr[ v, neni prvkem A]O(J) , po
upravé celkoveé O(1) => celkem O(n) na cely
problém

m Pro R%: O(d/n)
- linearni, pokud dkonst.
- vyhodné, pokud d malé

Vzorkovani

m NezjiStujeme hodnotu pro kazdou osobu nebo
mnozinu jednotek, ale jen pro nékteré
— nahodné
— nenadhodné

= DUvody: Cas a penize (napf. potfeba trénovanych
dotazuijicich, vyrobce aut — nemlze u vSech testovat
odolnost proti srazce

m Ze vzorkl odhady pro celou populaci, vzorek musi byt
dost velky (reprezentativnost) i dost maly
(pouzitelnost)




Nahodné vzorkovani

m U vSech polozek stejna pravdépodobnost vybéru, Ize
ji spocitat

m Neni zkresleni vlivem vybéru jednotek do vzorku

m Typy nah. vzorkovani:
— jednoduché

systematické

stratifikované

shlukované

viceurovriové

Nahodné vzorkovani

m Pouziti v D&C - pro déleni pouzita nahodné vybrana
podmnozina objektd (viz quicksort)

= Casto pro vyhledavaci datové struktury se vzorkem
velkych dat

m UZiti Casto pro priblizna reSeni na nahodném vzorku
dat (napt. mediany)

m Téz vhodné pro paralelizaci




Jednoduché nahodné vzorkovani

Kazda polozka populace ma stejnou Sanci na zarazeni
do vybéru

Pr.: vybér x jmen z telefonniho seznamu — ocislovat a
vybrat nahodné s rovnhomér. pravdépodobnosti

Pr.: 6 Cisel z 49 ve Sportce

Jednoduché, pro malé aplikace snadné, pro velké
problematické — nutno seznam vSech polozek a
oCislovat

Systematické vzorkovani

Téz "intervalové vzorkovani"

Mezi vybéry interval

1. vybrana nahodné

Casto v prmyslu nebo obchodu

Pr.:vybér polozky z linky po 15 min. , vybér kazdé
20.polozky, kazdy 10. navstévnik, kazdy 5.dom ...
Chceme-li pevnou velikost vzorku: I = N/n (I-interval,
N-velikost populace, n-velikost vzorku); zaokrouhlit




Systematické vzorkovani

PF.: systematicky vzorek 500 student(i z 10tis. na
univerzité — I=10%/500=20, vSem studentlim dCisla,
poc. bod: nah. Cislo 1-20, napr. 9

Vzorek: 9, 29, 49, ..., 9969, 9989

Vyhody:

— jednodussi je vybrat 1 nah. islo nez spoustu
— dobré rozloZeni v populaci

Nevyhody:

— pocat. seznam

— Uchylky ve strukture dat => zkresleni vysledk®

Stratifikované vzorkovani

m PFi nah. vzorkovani moznost zmeskani urcité skupiny

m Sdruzit populaci do skupin a vzorkovat v kazdé
skupiné

m Skupiny — strata (stat, vék, pohlavi, rodinny stav)

m PF.: Reakce studentd univerzity na néjaké nové
opatreni — strata — ro€niky, uvnitr kazdého
jednoduchy nahodny nebo systematicky vzorek ze
studentd

» Vhodné, pokud skupiny jednoduché, dobre
pozorovatelné, uvnitf skupin podobny nazor

Nutno vzit v potaz proporce skupin
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Shlukované vzorkovani

m Rozsifeni vzorkd v celé populaci nékdy drahé nebo
obtizné => rozdélit populaci na nahodny pocet
shlukd, do vzorku zahrnout vSechny jednotky
vybranych shlukd

m Z nevybranych shlukd se nebere nic (odliSnost od
stratif.)

m PF. shlukd: tovarny, skoly, geograf. oblasti

m PY.: Zjistit v rdmci celé CR, které sporty péstuji
desetileti Zaci — vybrat nahodné 100 skol v celé zemi,
z téchto shlukd vybrat vSechny.
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Shlukované vzorkovani

m Vyhody: redukce ceny, jednodussi, vzorek lokalizovan
v nékolika shlucich

= Nevyhody: méné presné vysledky, vétsi vzork. chyba
nez pri stejném vzorku a nahod. vzorkovani

22
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Vicelurovnové vzorkovani

m Jako shlukové, ale zahrnuje vybér vzorku z kazdého
vybraného shluku (shluk se npouzije cely)

= Vybér vzorkd na nejméné 2 Grovnich, v 1. zvoleny
velké skupiny nebo shluky, v 2. jednotky

z vybranych shluk®
PF.: Volebni okrsky — shluky, z nich bloky domd, domy
= Vyhody:

— pohodiné, ekonomické, ucinné

— nejsou nutné UpIné seznamy cil. populace — levnéjsi
m Nevyhoda: mala presnost diky vyssi vzork. chybé
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Jiné déleni randomizovanych algoritmu

m Monte Carlo
m Las Vegas

1
""" m e m

24
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Monte Carlo @

m VZdy dostaneme odpovéd’, ne vzdy spravnou

m Typicky zde nahodnost uzita pro vedeni
algoritmu k reSeni rychlejSim zplsobem s
rizikem chyby

m Nelze urcit, zda odpovéd' algoritmu je
spravna, ale mlzeme pustit opakované a
srovnat vysledky

m Vystup Ize chapat jako nah. proménnou

25

Monte Carlo

Pr.: Rozhodnéte, zda n je prvocislo nebo Cislo
slozené

Vyuzije se hledani délitele — hleda se a
z intervalu 2...n/2 takové, Ze nje délitelné a

Randomiz. algoritmus:

- vzorkuje 10 Cisel z daného intervalu, podle
toho odpovi

26
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P o
Las Vegas *Fm-n!;im ..

m Vzdy spravna odpovéd,, ale doba béhu je
nahodna

= Nahodnost zde uZita k nalezeni kratSi cesty ke
spravné odpovédi

m Nékdy selze — vybrana cesta nevede k reseni,
pak novy start alg., az platné reSeni

m SloZitost Ize chapat jako nah. prom.

m LV Ize zménit na MC tim, Ze vyda libovol. odpovéd,
kdyz vypocet nestihne v uréeném Case

27

Las Vegas

Pr.: randomizovany quicksort
- neni nutny median
- jednodussi
- nezavislost na distribuci vstup. dat

28
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Pf. Randomizovany quicksort
Vstup: ay,..,a,, a; je zmnoziny S

function RQS (S)
if n = 1 then output (S);
else begin
Vyber i od 1 do n rovhomérné nahodné
(stejna pravdép. vybéru kazdého indexu);
VWytvor S_, S_, S.;
S.:=[bzS: b<a]
S_:=[bzS: b=a]
S, :=[bzS: b>a]
Rekurzivné sefad’'S. , S. end
Vystup: RQS(S.), S-, RQS(S.) ?

Randomizovany quicksort

m Poskytuje spravny vystup

m O(nlog n) Cas na lib. vystup s velkou
pravdépodobnosti

m Pokud mame smdlu a vzdy nahodné vybere
nejmensi nebo nejvétsi prvek, je z toho
Selection Sort a bézi v O(/?), ale je to velmi
nepravdépodobné

30
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Pr. k-ty nejmen. prvek z mnoziny
(percentile, quantile)

Vstup: S = {a,,..,a,} - mnozina prvkd, a pfirozené
Cislo k<n

Random_Select (S,k)

Step 1: if n = 1 then return al
else vyber i od 1 do n rovhomérné nahodné

Step 2: S, :={b zS: b<a}

S, :={bzS:b>a}

Step 3: if |S.| > k-1 then Random_Select (S k)
else if |S.| = k-1 then return g,
else Random_Select (S>,k—|S<|—1K

Vystup: k-ty nejmensi prvek S obecné |S. |
(8. a: [{bz S: b<a}|=k-1) "

Analyza tohoto algoritmu

* Nejlep. vybér: |S.| = k-1, ale to je fez medianem,
ten ale hledame ©

e Spatny vybér: |S<|<< nebo |S<|>>, vede na 8(r) -
nepravdépodobné

e Rozumny vybér: |S_| = |S, |

e V prliméru: dobry pivot je cca 25 az 75% percentile;
takova hodnota ma p=0.5 a srazi velikost pole na 34

=> O(n) pro libovolny vstup

32
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Monte Carlo algoritmy ﬂ} -l

m S jednostrannou chybou — pouze pro
rozhodovaci problémy, nefekne 'ano', pokud
vstup nema pozad. vlastnost, smi nékdy Fici
'ne', i kdyzZ vstup tuto vlastnost ma — velmi
praktické, nékdy drasticka redukce slozitosti
oproti determin. alg.

m S oboustrannou chybou — nechat alg. bézet t-
krat a vzit prevazujici vysledek

m S neohranicenou chybou — obecny rand. alg.,
mUze potrebovat exponencialni pocet béht
pro podstatny narlst pravdép. uspéchu

3. Priklady

Prakticky dotaz: Jak zajistite nahodné poradi
zpracovani prvkl v poli, ale zpracovani vsech?

34
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Priklady

Prakticky dotaz: Jak zajistite nahodné poradi
zpracovani prvkl v poli, ale zpracovani vsech?

Naplnit pomocné pole vSemi indexy
~Hodnékrat" prohodit dvojice prvkd tohoto pole

35

Priklady

PF.: Opét zlodéj s batohem omezené kapacity,
tentokrat nesmi otvirat krabice a uz viibec ne lamat
kusy peciva (viz cviceni)

m Zde greedy algoritmus uz neposkytne presné
optimum

m Pro celociselné velikosti polozek a kapacitu batohu
(tzv. integer knapsack ) Ize fesit presné a efektivné
dynamickym programovanim (viz pozdé&ji)

m Pokud kapacita moc velk3, Ize fesit celociselnym
programovanim nebo backtrackingem (viz pozdéji)

= Obecna formulace bez rliznych omezeni: NP-Uplny,
ale ,snadny" tézky problém

36
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Priklady
PF.: Vylepseni feseni integer knapsack problému
randomizaci

Napred greedy algoritmus pro nalezeni pocat. reseni,
pak randomiz. alg. pro jeho vylepseni

Nahodné vybranou polozku odstranime z batohu,
nahradime jinymi polozkami (Ize je vybrat stejnym
greedy alg.), pokud je reSeni lepsi, vezmeme je,
pokud ne, nechame staré

Opakujeme predchozi krok podle potfeby (napf. az v &
pokusech nenastane zlepseni)

Patrné nedostaneme optimum, ale mizeme vylepsit
plvodni Feseni
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Pf.: Hra s nulovym Priklady
souctem pro 2 osoby
Red vybere Fadku a Blue
zaroven Blue sloupec = 13 112 |8
Odpovidaijici prvek v
matici je suma, kterou red 2210
R dostane od B 7 |-8|-16
Opakuje se podle libosti 3 (0 |8 |[-2

Nejlepsi strategie: hrat nepredikovatelng, tj. nahodné,
to ale neznamena ,,rovné pravdépodobnosti®,
napr. B asi nezvoli 0-ty sloupec prilis Casto
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Randomiz. alg. pro aproximaci
strategie

Hra

Pocat. predpokl.: kazdy hrac kazdy

radek/sloupec vybral 1x, (1:1:1:1) Blue
Podle tohoto skére nahodné vybereme 25 (3 |-14 |-8
tah pro R, napt. fadek 0 (25,3,-14, 9 12 16
-8) Red 177 T8 [-16 |7
Nejlepsi tah pro B by byl sloupec 2 (- 0 (8 |-2
14), takze zménime skére B na
(1:1:2:1)
Na zakladé tohoto skdre vybereme tah
pro B (napf. sloupec 1: (3,12,-8,0))
Hra
Nejlepsi tah pro R by byl f.1 (12),
takZe zmé&nime R skdre na (1:2:1:1) Blue
Pokracujeme nékolik set tahd 25 |3 |-14 |-8
-9 [12]-6
Red 177 T8 [-16 |7
0|8 |[-2

40

20



Hra

Priklad nahodné hry:

Start s 2x (1:1:1:1) Blue
R nahodné vybere 0, takze B vybere 2 25 |3 |-14 |-8
9 (12 (-6
Red
Zatim je optimalini strategie: 7 ;)8 ;316 72
R (1:1:1:1), B(1:1:2:1) _
Hra
B nahodné vybere 1, takze R vybere 1
Blue
Zatim je optimalni strategie: 25 |3 [-14 |-8
R (1:2:1:1), B(1:1:2:1) red |22 16
7 |-8|-16 |7
0|8 |[-2

42
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Hra

R nahodné vybere 1, takze B vybere 0

Blue
Zatim je optimalni strategie: 25 |3 [-14 |-8
R (1:2:1:1), B(2:1:2:1) Red 9 |12 -6
7 |-8]|-16 |7
0|8 |[-2
Hra
B nahodné vybere 1, takze R vybere 1
Blue
Zatim je optimalni strategie: 25 |3 [-14 |-8
R (1:3:1:1), B(2:1:2:1) Red 9 |12]-6
7 |-8]|-16 |7
0|8 |[-2

44
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Hra

R nahodné vybere 1, takze B vybere 0

Blue
Zatim je optimalni strategie: 25 |3 [-14 |-8
R (1:3:1:1), B(3:1:2:1) Red 9 1216
7 |-8]|-16 |7
0|8 |[-2
Hra
B nahodné vybere 2, takze R vybere 3
Blue
Zatim je optimalni strategie: 25 |3 [-14 |-8
R (1:3:1:2), B(3:1:2:1) Red 9 |12]-6
7 |-8]|-16 |7
0|8 |[-2

46

23



Hra

Shrnuti nahodné hry:

RO, B2, B1, R1, R1, BO, B1, R1, R1, BO,
B2, R3
vedlo na zatim optimalni strategii

R (1:3:1:2), B(3:1:2:1)

Red

Blue
25 (3 |-14 |-8
-9 |12 |-6
7 -8 [-16 |7
0 (8 -2

47

4. Nahodna cisla

m Nékdy potfebujeme pro né samotna (michani v
karetni hie), nékdy v simulaci (fronty), pro vyhnuti
se obtiznému matem. problému, pro nahodné

vzorkovani nebo pro randomiz. algoritmus

m Na determin. zafizeni nelze dosahnout Gpiné
nahodnosti, miZzeme doufat jen v pseudonanh. Cisla

= Spatny generator — vézné disledky (viz nedavné
problémy s bezpecnosti internetového schématu
hesel — kratka perioda, takze brute-force hledani

rychle vyCerpalo vSechny kombinace)

48
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Nahodna cisla

» NejCastéji linedrni kongruentni generator
R, = (aR,; + ¢) mod n
napf. pro 32b R, = 0, a=1366, c=150 889,
m=714 025 apod.
m Hodnoty bez znalosti teorie neménit (,,domaci*
vylepSeni obvykle zhorsi)
» Jina neunif. rozloZeni: metoda prijeti-odmitnuti

(ohrani¢ime pozad. distrib. fci nebo geom. oblast do
boxu, pak vybereme nah. bod p z boxu nezavislou
generaci x,y souradnice, bod pfijmeme, pokud je
uvnitf — spravné, ale pomalé)

49

5. Zaver

m Randomizované algoritmy jsou casto
experimentalni — skoro jisté nedostaneme
perfektni nebo optimalni vysledky, ale ,hezky
dobré" vysledky

= Randomizovany algoritmus je to, co
pouzijeme, kdyZ nevime, co délat jiného —
mél by byt v toolboxu kazdého
programatora!
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