Data Mining
Uvod do problematiky

ProC data mining?

» Stdle vétSi mnozstvi dat uloZzenych v
databazich
> Neustale generujeme data
+ Obchodni a bankovni transakce
- Biologicka, astronomicka data atd...
> Ukladame stale vice dat
- Databazové technologie jsou stdle rychlejsi a levnéjsi
- Databazové systémy jsou schopny pracovat se stdle
rozsahlejsimi daty

P

ProC data mining?

» Data jsou stale rozsahlejsi, ale vyvodit z nich
> Velké mnozstvi ndkupt v supermarketech
- Miliony hovorid denné u telekomunikaénich
operatoru

°

» Smysl: Dat ulozenym datim vyznam

P

Co je to data mining?

» Zavedeni pojmu: 1991 - Frawley
» Definice
> Netrivialni proces identifikace
 novych,
- platnych,
- potencialné pouzitelnych
- a snadno pochopitelnych vzord v datech
» Zahrnuje poznatky z nékolika obord
matematiky a informatiky

P

OLAP vs. Data Mining

» Data Mining
- Hledani zcela novych vzort, znalosti, které v datech
nejsou explicitné uvedeny
> Znalosti je dosahovano pomoci sofistikovanych
algoritmu
» OLAP
> Soubor operaci (drill-down, roll-up...) poskytujici
rtzné pohledy na data
- Vysledkt je dosahovano pomoci sumacnich a
preddefinovanych operaci

o

OLAP vs. Data Mining

OLAP Data Mining
Multidimenzionalni Predzpracovana data
datové kostky S
Spusténi
i A nastroje pro
A\ Ziskané Data mining
Interaktivni zajimavé
analyza znalosti
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OLAP vs. Data Mining

Co se déje v podniku?

Predikce budoucnosti,
skryté znalosti

Sumagni data

Data na Grovni zaznamu

Velky (az nekoneény)

OLAP vs. Data Mining

Rizeny uZivatelem,
interaktivni analyza

Autmaticky, fizeny daty

Multidimenzionalni, drill-
down, slice-and-dice

Priprava dat, pouziti
nastroju pro ziskavani

Omezeny podet dimenzi poget dimenzi

SpiSe velmi nizky pocet
atributd

Mnoho atributd

Ne velka pro kazdou Obvykle velmi rozsahla

dimenzi pro kazdou dimenzi

znalosti

Stale se vyvijejici, nékteré
metody jsou jiz vyuzivané
Vv praxi

Znamy a rozséhle
vyuzivany

Souvisejici obory

Uméla
inteligence

Vizualizace

Databazové
systémy

Proces ziskavani znalosti z dat

Vysledné vzory
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Data Mining a Business Intelligence

Increasing potential

to support
business decisions End User
Decision
Making
Data Presentation Business
. . Analyst
Visualization Techniques
Data Mining Data
Information Discovery Analyst
Data Exploration
Statistical Summary, Querying, and Reporting
Data Preprocessing/Integration, Data Warehouses
DBA

Data Sources
\Web documents, Scientific experiments, Database Systems

Data Mining - Architektura
v t

User Interface

[ Pattern Evaluation

Data Mining Fngine

Darabase or
Data Warchouse Server

ation and selection |

Other Info
Repositories




Proces ziskavani znalosti z dat

» Stanoveni cil

> Jaky typ znalosti chceme nalézt?

> Nad jakymi daty budeme proces ziskavani znalosti
provadét?

> Je problém feSitelny?

> Budou ziskané vysledky uzite¢né v praxi?

>V jakém tvaru a formé chceme vysledky ziskavani
znalosti zobrazit?

> Jsou nase data vhodna pro danou dolovaci metodu
vhodna?

P

Proces ziskavani znalosti z dat

» Vybér zdroja dat
> Typy dat pro data mining z hlediska zaméreni

- Demografickd data (charakteristika osob - pohlavi,
vék, vzdélani) - jsou levna, ale ¢asto nelplna

- Behaviordlni data (nakupy, prodeje atd.) - jsou draZzsi,
ale z hlediska data miningu nejcennéjsi

- Psychograficka data (typicky ziskana pruzkumem
verejného minéni) pomahaji pfi analyze chovani
zakaznika

e

Proces ziskavani znalosti z dat

» Vybér zdroju dat
> Typy databazi z hlediska obsahu
- Zakaznické databaze - udaje o zakaznika, pfipadné o
jeho aktivitach
+ Transakéni databaze - Udaje o aktivitach zakaznikd
(vétSinou anonymnich)
- Databaze historie nabidek - databaze o oslovovani
zakaznikd kampanémi
- Datovy sklad
- Externi data

Proces ziskavani znalosti z dat

» Vybér zdroju dat
> Typy dat z hlediska formatu
- Relacni a transakcni databaze
- Objektové-orientované databaze
+ Multimedidlni databaze
- WWW
- Textové dokumenty
- Prostorova, ¢asova data...

Pfedzpracovani dat

» Pro¢ predzpracovani?

> Objemné databaze - je potfeba vybrat relevantni
data

> Nespravna, nekonzistentni data, chybéjici hodnoty
o Zvysi efektivitu a usnadni proces ziskavani znalosti

o

Pfedzpracovani dat -
CiSténi dat
» Polozky obsahujici nedplné hodnoty
= Zanedbani zaznamu, doplnéni prumérnou
hodnotou nebo konstantou ,unknown®, ruc¢ni
zadani, predikce
» Polozky obsahujici chybné hodnoty
> Binding - vyhlazeni na zakladé sousednich hodnot
> Shlukovani - podobné hodnoty jsou organizovany
do skupin, ostatni jsou chybné
> Regresni metody
> Kombinace lidské a pocitacové kontroly




Pfedzpracovani dat -
CiSténi dat
» Nekonzistentni data
> Vznikaji pfi vkladani dat do databaze
- PFi integraci dat (napf. riizné nazvy atribut()
» ReSeni
> Rucni opraveni
> Opravné rutiny

o

Predzpracovani dat -
integrace dat

» Integrace vice zdroju do jedné databaze
> Redundance
- Jak urcit ekvivalentni entity z vice zdroju?
Detekce a feSeni konfliktl hodnot atributd
+ napf. rizné kédovani, mérné jednotky nebo rtzné
vyjadfeni hodnoty
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Predzpracovani dat -
transformace dat

» Transformace dat do formatu vhodného pro
dolovani dat
> Slu€ujici techniky
+ Sumacni operace atd... (z vice hodnot jedna hodnota)
> Generalizace

mésto)
> Normalizace
+ Pfepocitani hodnot do daného intervalu

P

Predzpracovani dat -
transformace dat

» PFidavani novych atributl (odvozenych)
» Diskretizace hodnot numerickych atributt
> Rozdéleni numerickych hodnot na intervaly
Ekvidistantni
> Do hloubky
Pokrocilé metody

Predzpracovani dat -
redukce dat
» Agregace v kostce

> Redukce dat sumacnimi operacemi

» Redukce rozméru

> Nadbytecné a nepouzivané atributy jsou detekovany
a odstranény

» Komprese dat
> Zmenseni objemu dat
» Numerosity
- Data jsou nahrazena alternativni mensi reprezentaci

P

Dolovani dat

» Aplikace zvoleného algoritmu na
predzpracovana data, dle typu znalosti a dat
» Typy znalosti
> Asociacni pravidla
> Shlukovani
- Klasifikace
> Predikce




Asociacni pravidla - analyza
nakupniho kosiku

Hmmm, which items are frequently
purchased together by my customers?

Shopping Baskets
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Asociacni pravidla

» Plvodné pro transakcni data
» Pravidlo ve tvaru A = B
+ A, B ... mnoZziny polozek
S ... podpora
* C ... spolehlivost
» Interpretace asocia¢niho pravidla:

- JestliZe transakce obsahuje poloZky z mnoZiny A, pak
také pravdépodobné obsahuje polozky z B"
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Asociacni pravidla - zakladni pojmy

» Zajimavost pravidla A=B urcuji
tyto ukazatele:

e podpora (support) — pravdépodobnost, ze
se vyskytuji v databazi polozky z obou stran
asociacniho pravidla

o spolehlivost (confidence) - podminéna
pravdépodobnost, Ze se vyskytuje v transakci
mnozina polozek B, za predpokladu, Ze se tam
vyskytuji polozky z A
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Asociacni pravidla - zakladni pojmy

» Pravidlo, které ma podporu a spolehlivost
vy$Si nez je uzivatelem zadand hodnota,
nazveme s//né asociacni pravidlo.

» Mnozina polozek, ktera ma podporu vyssi nez
minimalni hodnota, se nazyva /rekventovana
mnoZzina.
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Asociacni pravidla -

zakiadni postup

» Vypocet frekventovanych mnozin
> na zakladé minimalni podpory

» Generovani silnych asocia¢nich pravidel z
frekventovanych mnozin
> na zakladé minimalni spolehlivosti

P

Zakladni algoritmus - Apriori

» ZaloZzeno na postupném
generovani kandidat( na
frekventované polozky

» Zacind se u mnozin o velikosti 1,
postupné se generuji mnoziny
Vetsi.
> spojovaci faze: spojuji se dvé stejné velké

mnoziny, které se liSi pouze v jednom prvku

o vylucovaci faze: vylu€uji se ty mnoziny, jejichz
néktera podmnozina neni frekventovana

P




Zakladni algoritmus - Apriori

TID | List of item_1Ds » Vstup: Transakcni databaze

T100}11,12,15 » Vystup: Frekventované mnoziny

T200| 12,14

T300| 12,13

3233 i::;“ » Apriori vlastnost: Podpora k-

Te0o| 12.13 mnoziny nemuze byt vy3si nez

T700| 11,13 podpora jeji podmnoziny, tj.

Egg H:f;;” frekventovana (k+1)-mnozina
— muze vzniknout pouze z

frekventované k-mnoziny

Zakladni algoritmus - Apriori
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Generovani asociacnich pravidel
z frekventovanych mnozin

» Zalozeno na vypoctu spolehlivosti

» Pro kazdou frekventovanou mnozinu se zjisti
vSechny jeji podmnoziny
» Pro kazdou podmnozinu s frekventované mnoziny

se generuje

» Kontrola minimalni spolehlivosti

Vicelrovnova asociac¢ni pravidla

» Dhvod: malo silnych asocia¢nich pravidel

» Polozky se sdruzuji do skupin (konceptd),
musi byt definovana tzv. konceptualni
hierarchie polozek

Asociacni pravidla v
relacnich databazich
» Kategorické atributy
> Maji konecny pocet hodnot
- Lze na né pouzit znamé modifikované metody pro
transakéni data, napf. algoritmus Apriori
» Kvantitativni atributy
= Nemaji kone¢ny pocet hodnot

- Nutnost diskretizace — zakladni problém asociacnich
pravidel v relacnich datech

Metody diskretizace
kvantitativnich atributd
» Zakladni metody

» Pokrocilé metody

= Postupné spojovani mensich interval( ve vétsi
> Shlukovaci metody - jsou hledany shluky hodnot

lezici blizko sebe, ty pak vytvofi interval
» Diskretizovany atribut uz lze povazovat za
kategoricky a lze pouzit nékterou z metod




Sekvencni vzory

» Podobné jako frekventované mnoziny, ale
hraje zde dulezitou roli ¢as

» PF.: Koupi-li si zakaznik notebook, pak si
pozdéji koupi také mobil.
> Odpovida to sekven¢nimu vzoru (,notebook",

»mobil®)

» Dulezité je tedy poradi polozek sekvenéniho

vzoru

Sekvencni vzory - priklad

SALEDATE  NAME OF CUSTOMER PRODUCTS PURCHASED
Nov. 15, 2000 John Brown Desktop PC, MP3 Player Transaction
Nov. 15, 2000 Cindy Silverman Desktop PC, MP3 Player, Digital Camera Data File
Nov. 15, 2000 Robert Stone Laptop PC
Dec. 18, 2000 Terry Goldsmith Laptop PC
Dec. 19, 2000 John Brown Digital Camera
Dec. 19, 2000 Teny Goldsmith Digital Camera
Dec. 19, 2000 Robert Stone Digital Camera
Dec. 20, 2000 Cindy Silveman ‘Tape Backup Drive Sequential Patterns —
Dec. 20, 2000 Richard McKeown Desktop PC, MP3 Player

Customer Sequence

NAME OF CUSTOMER PRODUCT SEQUENCE FOR CUSTOMER

John Brown Desktop PC, MP3 Player, Digital Camera Sequential
Cindy Silverman Desktop PC, MP3 Player, Digital Camera, Tape Backup Drive Pattern
Robert Stone Laptop PC, Digital Camera Discovery with
Terry Goldsmith Laptop PC, Digital Camera rtr
Richard McKeown Desktop PC, MP3 Player i?ll;r(?ls
SEQUENTIAL PATTERNS (Support Factor > 60%) SUPPORTING CUSTOMERS
Desktop PG, MP3 Player John Brown, Cindy Silverman, Richard McKeown
SEQUENTIAL PATTERNS (Support Factor > 40%) SUPPORTING CUSTOMERS
Desktop PC, MP3 Player, Digital Camera John Brown, Cindy Sierman v
Laptop PC, Digital Camera Robert Stone, Terry Goldsmith «

.

Shlukovani

» Nejstarsi nastroje data miningu

» RoztFidéni skupiny objektl do skupin
(shluk(), které nejsou pfedem stanoveny

» Rozdily objektd uvnitf shlukl musi byt
minimalni, rozdily jednotlivych shlukt musi
byt maximalni

» Problém: Jakou metriku pouzit pro méreni
rozdilu?

Shlukovani - ilustrace

Number of years as customer —3 25 years

Total Value to the enterprise —————  §1 million

> Napr je mozné nyni oslovit kampani
u zakazniku tvoficich shluk

Shlukovani - vlastnosti

» Shluky nejsou prfedem dany a nemaji tedy
vyznam - ten je potfeba zjistit - ne vzdy se to
podari

» Pfi 2-3 atributech je mozné pouzit
jednoduché metody, pro vice atributd je
potfeba pouzit pokrocilé metody

Shlukovani - nékteré metody

» Rozdélovaci metody
- Rozdéleni objektd na pfedem dany pocet shlukd
> Napf. algoritmus K-means, ktery optimalizuje
té2i§té jednotIiV\'/ch shlukd a dané prvky pak pfifadi
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Shlukovani - nékteré metody

» Ukazka pouziti algoritmu K-means
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Shlukovani - nékteré metody

» Hierarchické metody
- Postupné rozdélovani velkych shlukd nebo
postupné slu¢ovani malych shluku
= Vznika tim hierarchicka struktura shluku
> Ukonceni procesu rozdélovani (slucovani) pri
splnéni urcité podminky (napf. urcity minimalni
pocet shluki)
» DalSi metody (neuronové sité, mrizky apod.)

P

Shlukovani - priklady aplikaci

» Marketing - moznost identifikace skupin
zakazniku, pouziti cilenych reklam

» Planovani mésta - identifikace skupin domu
na zakladé typu, ceny a polohy

» Studie zemétreseni - shlukovani epicenter
zemétreseni dle jejich vlastnosti

» Pojisténi - hledani potencialnich zakazniku s
vysokym povinnym rucenim

» Geografie - hledani shlukd pozemku na
zakladé jeho typu

P

Klasifikace

» Rozdélovani objektt do pfedem zndmych
skupin
» Nejcastéji se vyuzivaji rozhodovaci stromy
- 1. krok: konstrukce rozhodovaciho stromu na
zakladé vzorku dat
- 2. krok: klasifikace objektd na zakladé vytvofeného
rozhodovaciho stromu
» Uspé%nost se méfi procentem Gspéiné
klasifikovanych objektu

Klasifikace

Klasifika¢ni

/ algoritmy

Training
Data

/K

INAMEIRANK __VEARS [TENURED| Klasifikator

1 |

Mike |Assistant Prof 3 (Model)
Mary |Assistant Prof 7 yes
Bill Professor 2 yes
Jim Assgmate Prof 7 yes IF rank = ‘professor’
Dave |Assistant Prof 6 no
Associate Prof 3 no oyl =@
THEN tenured = ‘yes’

Klasifikatory (modely)

» Pravidla
> Ve tvaru: if (podminka atributu) then result = ...
o Lze je prevést na rozhodovaci strom
» Rozhodovaci stromy
Vnitfni uzel - test hodnoty jistého atributu
> Koncovy uzel - tfida, do které je objekt klasifikovan
» Neuronové sité




Klasifikace - priklady

» Urceni, zda je mozné zakaznikovi mozné
poskytnout Gvér na zdkladé nékolika atributd
(vék, pfijem...)

» Urceni pohlavi zdkaznika na zakladé toho,
jaky notebook si koupi - to napf. umoziuje
smérovat kampan...

e

Klasifikace - priklad
(buys_computer)
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Data Mining a datové sklady

» Data Mining hraje dilezitou roli v prostfedi
datového skladu.

» Spole¢né znaky
> Velké mnozstvi dat, vétSinou na detailni Grovni - ale
ne vzdy jsou tam vSechna data
- Data Mining nejlépe pracuje s integrovanymi a
vycisSténymi daty
> Mame-li datovy sklad, neni potfeba investovat do
HW pro data mining

P

Data Mining a datové sklady

OLAP systém

Oblast pripravy dat i

o . .

. _

MoZnost extrakce dat
& ST

VyuZziti data miningu

» Clenéni (segmentace) zakaznikd
> Cil: porozumét zdkaznikovi a jeho chovani
3 Analyza nakupniho kosiku
- Nalezeni zavislosti mezi riznym zbozim, které si
zakaznik koupi
» Management rizik
> Odhaleni rizikovych zakaznikl (napt. u
pojist oven)
» Detekce podvodu
> Napr. hledani extrémnich atrat na kreditni karté
» Odhalovani zlocinnosti
> Odhaleni potencidlnich neplati¢t pujcek...
» Predikce pozadavkil

-iedpovéd’ zajmu zakaznikid o rizné zbozi...

Pfehled vyznamnych dodavatell
technoiogii pro DM

Hlavni produkt Kontakt pro CR

SAS Institute, Inc. Enterprise Miner SAS Institute CR, s.r.o;
WWW.sas.com

IBM Corporation DB2Intelligent Miner for Data 1BM CR, spol.s r.o.; www.ibm.cz

SPSS, Inc. Clementine SPSS CR, spol. s r.0; www.spss.cz

Silicon Graphics, Inc. Mine Set Silicon Graphics, s.r.0.; www.sgi.cz

Angoss Software Corp.  Knowledge Studio Speedware, s.r.o0.;
www.speedware.cz

StatSoft, Inc. STATISTICA Data Miner StatSoft CR, s.r.o; www.statsoft.cz




Dotazovaci jazyky pro data mining

» Data mining by mél byt interaktivhim
procesem
» Zaklad pro uzivatelské rozhrani
» Standardizace
» Soucdsti dotazu pro data mining
> Relevantni data
> Typ znalosti
> Doménova znalost
> Metriky zajimavosti
> Vizualizace/prezentace ziskanych znalosti

Dotazovaci jazyky pro data mining
- soucasti dotazu

» Relevantni data
> Jméno databaze/datového skladu
> Databazové tabulky/kostky
- Podminky pro selekci dat
> Relevantni atributy nebo dimenze
> Kritéria pro seskupovani dat
» Typ ziskavané znalosti
> Asociacni pravidla, shlukovani, klasifikace, ...

Dotazovaci jazyky pro data mining
- soucasti dotazu

» Doménova znalost
> Typické vyuziti: Konceptualni hierarchie

- Stromova hierarchie: mésto - kraj - zemé - svétadil

- Seskupovaci hierarchie: Napf.: (15-39) - mlady; (40-
59) - stredni vék

- Hierarchie zaloZena na pravidlech: nizky_zisk(X) =
cena(X) = p AND naklady(X) = g AND p-q < 50%

- Hierarchie odvozend z operace: emailova adresa:

hagonzal@cs.uiuc.edu - login - Ustav - univerzita -
zemé

Dotazovaci jazyky pro data mining
- soucasti dotazu

» Metriky zajimavosti

- Jednoduchost - pocet prvkd pravidla, velikost

rozhodovaciho stromu

> Pouzitelnost - napf. podpora a spolehlivost

> Jedinecnost - odstranéni podobnych znalosti
» Prezentace/Vizualizace

= Rlzné formy reprezentace - grafy, tabulky...

- Reprezentace konceptualni hierarchie

= Vizualizace riznych typu znalosti

Dotazovaci jazyky pro data mining

Priklad dotazu jazyka DMQL

use database AllElectronicssdb
use hierarchy location_hierarchy for T .branch, age_hierarchy for C.age
mine classification as promising_customers
in relevance to Clage, Clincome, Ltype, Lplaceomade, T branch
from customer C, item 1, transaction T
where LiternID = T.itemID and C.eustID = T.custdD
and C.income > 40,000 and Lprice > 100
group by T.eust _[D
having =um(Lprice) = 1,000
display as rules

Ziskavani znalosti z komplexnich
dat
» Prostorové databaze

> Nutnost predzpracovani...
- Pfiklad asociacniho pravidla

» Multimedidlni databaze
Konstrukce vektoru rysi

> Histogramy

- ldentifikace objektd v obrazku




Ziskavani znalosti z komplexnich
dat

» Casova a sekvenéni data
> Obsahuji sekvence hodnot a udalosti zavislych na
Case
> Pouziti v meteorologii, Iékarstvi (krevni tlak),
burza (inflace, ceny akcif)
» Textové databaze
- Velké kolekce dokumentd...
- Hledani podobnych kolekci dokumentd
obsahujicich zadana slova
> Asociac¢ni pravidla zaloZzena na klicovych slovech

I - Klasifikace dokumentu
\

Ziskavani znalosti z komplexnich
dat

» World-Wide-Web
> WWW dokumenty
> Databaze s informacemi o pfistupu...

\Web Contenr Web Structurf Web Usagi
Mining Mining Mining

Customized

General Acces:
Usage Trackin

Web Page Search Resullt|
Pattern Trackin

‘ Content Mining| Mining

Ziskavani znalosti z komplexnich
dat

» Objektové databaze

> Lze pouzit upravené metody pro ziskavani znalosti
z relacnich dat

» XML

-




